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"Tiếp theo là cây quyết định. Cây quyết định là một trong những thuật toán yêu thích của tôi, bởi vì nó rất dễ hiểu cách thức hoạt động. 
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Trước đó, chúng ta đã thảo luận về hồi quy tuyến tính, một thuật toán hồi quy. Sau đó, chúng ta thảo luận về hồi quy logistic, một thuật toán phân loại. Hãy nhớ rằng, đừng nhầm lẫn chỉ vì nó có tên là hồi quy logistic. Nó là một thuật toán phân loại.

Bây giờ, chúng ta đang thảo luận về cây quyết định, một thuật toán phân loại khác.
Vậy cây quyết định chính xác là gì? Cây quyết định là một thuật toán học máy có giám sát, trông giống như một cây ngược, trong đó mỗi nút đại diện cho một biến dự đoán, mỗi đường nối giữa các nút đại diện cho một quyết định, và mỗi nút lá đại diện cho một kết quả.
Tôi biết điều này hơi khó hiểu, nên tôi sẽ giải thích cho bạn hiểu cây quyết định là gì bằng một ví dụ. Giả sử bạn tổ chức một bữa tiệc lớn và muốn biết có bao nhiêu khách của bạn là người không ăn chay.

Để giải quyết vấn đề này, bạn có thể tạo một cây quyết định đơn giản. Nếu bạn nhìn vào hình ảnh này, tôi đã tạo một cây quyết định phân loại khách là người ăn chay hoặc không ăn chay. Kết quả cuối cùng của chúng ta ở đây là không ăn chay hoặc ăn chay. Vì vậy, ở đây bạn hiểu rằng đây là một thuật toán phân loại, bởi vì ở đây bạn đang dự đoán một giá trị thuộc tính.

Mỗi nút ở đây đại diện cho một biến dự đoán. Ăn gà là một biến, ăn thịt cừu là một biến, hải sản là một biến khác. Vì vậy, mỗi nút đại diện cho một biến dự đoán sẽ giúp bạn kết luận xem khách có phải là người không ăn chay hay không. Khi bạn đi xuống cây, bạn sẽ đưa ra các quyết định ở mỗi nút cho đến khi bạn đến điểm cuối cùng. Đó là cách thức hoạt động.
Giả sử chúng ta có một điểm dữ liệu mới. Bây giờ, chúng ta sẽ đưa nó qua cây quyết định. Biến đầu tiên là khách có ăn gà không? Nếu có, thì người đó là người không ăn chay. Nếu không, bạn sẽ chuyển nó đến biến tiếp theo, đó là khách có ăn thịt cừu không? Nếu có, thì người đó là người không ăn chay. Nếu không, bạn sẽ chuyển nó đến biến tiếp theo, đó là hải sản. Nếu người đó ăn hải sản, thì người đó là người không ăn chay. Nếu không, thì người đó là người ăn chay.

Đó là cách thức hoạt động của cây quyết định. Đó là một thuật toán rất đơn giản mà bạn có thể dễ dàng hiểu. Nó có các chữ cái được vẽ ra, rất dễ hiểu.

Bây giờ, hãy hiểu cấu trúc của một cây quyết định. Tôi vừa chỉ cho bạn một ví dụ về cách cây quyết định hoạt động. Bây giờ, tôi sẽ lấy cùng một ví dụ và cho bạn biết cấu trúc của cây quyết định.
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Trước tiên, chúng ta có thứ được gọi là nút gốc. Nút gốc là điểm bắt đầu của một cây quyết định. Ở đây, bạn sẽ thực hiện lần tách đầu tiên và tách nó thành hai nút khác hoặc ba nút khác, tùy thuộc vào bài toán của bạn. Vì vậy, nút trên cùng được gọi là nút gốc của bạn.
Về nút gốc, nút gốc được gán cho một biến rất quan trọng, nghĩa là biến đó rất quan trọng trong việc dự đoán kết quả. Vì vậy, bạn gán một biến mà bạn nghĩ là quan trọng nhất ở nút gốc.

Sau đó, chúng ta có thứ được gọi là các nút bên trong. Mỗi nút bên trong đại diện cho một điểm quyết định cuối cùng dẫn đến kết quả. Các nút bên trong sẽ có các biến dự đoán khác. Mỗi biến này là một biến dự đoán. Tôi chỉ biến nó thành câu hỏi, nếu không thì đây chỉ là các biến dự đoán. Đó là các nút bên trong.

Các nút cuối cùng, còn được gọi là nút lá, đại diện cho lớp cuối cùng của biến đầu ra, bởi vì đây là kết quả của bạn, không ăn chay và ăn chay. Các nhánh không gì khác hơn là các kết nối giữa các nút. Những kết nối này, các liên kết giữa mỗi nút được gọi là nhánh, và chúng được biểu diễn bằng các mũi tên. Vì vậy, mỗi nhánh sẽ có một số phản hồi, có hoặc không, đúng hoặc sai, 1 hoặc 0, v.v.

Đó là cấu trúc của cây quyết định. Nó khá dễ hiểu. Bây giờ, hãy chuyển sang phần tiếp theo và chúng ta sẽ hiểu cách thức hoạt động của thuật toán cây quyết định. Có nhiều cách để xây dựng một cây quyết định, nhưng tôi sẽ tập trung vào thứ được gọi là thuật toán ID3.
Đây là thứ được gọi là thuật toán ID3. Đó là một trong những cách bạn có thể xây dựng cây quyết định. ID3 viết tắt của thuật toán Iterative Dichotomiser 3, một trong những thuật toán hiệu quả nhất được sử dụng để xây dựng một cây quyết định. Nó sử dụng các khái niệm về entropy và lợi ích thông tin để xây dựng một cây quyết định.

Bạn không cần phải biết chính xác thuật toán ID3 là gì. Đó chỉ là một khái niệm đằng sau việc xây dựng một cây quyết định. Thuật toán ID3 có khoảng sáu bước được xác định để xây dựng một cây quyết định. Bước đầu tiên là bạn sẽ chọn thuộc tính tốt nhất.
Thuộc tính không gì khác hơn là biến dự đoán ở đây.
 Vì vậy, bạn sẽ chọn biến dự đoán tốt nhất. Hãy gọi nó là A. Sau đó, bạn sẽ gán A này làm biến quyết định cho nút gốc. Về cơ bản, bạn sẽ gán biến dự đoán A này ở nút gốc.
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Tiếp theo, bạn sẽ làm gì? Đối với mỗi giá trị của A, bạn sẽ xây dựng một nút con của nút đó.
Hãy xem xét ba bước này với ví dụ trước. Ở đây, thuộc tính tốt nhất là ăn gà. Đó là biến thuộc tính tốt nhất của tôi ở đây. Vì vậy, tôi đã chọn thuộc tính đó. Bước tiếp theo là gì? Bước hai là gán nó làm biến quyết định. Vì vậy, tôi đã gán ăn gà làm biến quyết định ở nút gốc.

Có thể bạn sẽ thắc mắc làm sao tôi biết đâu là thuộc tính tốt nhất. Tôi sẽ giải thích điều đó sau. Vì vậy, điều chúng ta đã làm là gán nó cho nút gốc khác. Sau đó, bước số ba nói rằng đối với mỗi giá trị của A, hãy xây dựng một nút con của nút đó. Vì vậy, đối với mỗi giá trị của biến này, hãy xây dựng một nút con. Biến này có thể nhận hai giá trị, có và không. Vì vậy, đối với mỗi giá trị này, tôi xây dựng một nút con.

Bước số bốn, gán nhãn phân loại cho nút lá. Cho nút lá của bạn, tôi đã gán phân loại một là không ăn chay, và phân loại khác là ăn chay. Đó là bước số bốn.

Bước số năm là nếu dữ liệu được phân loại chính xác, thì bạn dừng lại ở đó. Tuy nhiên, nếu không, thì bạn tiếp tục lặp lại trên cây và tiếp tục thay đổi vị trí của các biến dự đoán trong cây, hoặc bạn cũng thay đổi nút gốc để có được kết quả chính xác.
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Bây giờ, hãy trả lời câu hỏi này. Thuộc tính tốt nhất là gì? Ý nghĩa của thuộc tính tốt nhất hoặc biến dự đoán tốt nhất là gì? Thuộc tính tốt nhất là thuộc tính phân tách dữ liệu thành các lớp khác nhau một cách hiệu quả nhất, hoặc về cơ bản là một thuộc tính phân tách tập dữ liệu tốt nhất.

Câu hỏi tiếp theo trong đầu bạn có thể là làm sao tôi quyết định biến nào hoặc thuộc tính nào phân tách dữ liệu tốt nhất? Để làm điều này, có hai phép đo quan trọng. Có thứ được gọi là lợi ích thông tin và có thứ được gọi là entropy.
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Để hiểu lợi ích thông tin và entropy, chúng ta sẽ xem xét một bài toán đơn giản. Dữ liệu này thể hiện tốc độ của một chiếc xe dựa trên một số thông số. Vì vậy, bài toán của chúng ta ở đây là nghiên cứu tập dữ liệu và tạo một cây quyết định phân loại tốc độ của xe là chậm hoặc nhanh.
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Các biến dự đoán của chúng ta ở đây là loại đường, chướng ngại vật và giới hạn tốc độ, và biến phản hồi, hoặc biến đầu ra của chúng ta là tốc độ. Vì vậy, chúng ta sẽ xây dựng một cây quyết định bằng cách sử dụng các biến này để dự đoán tốc độ của xe.
Như tôi đã đề cập trước đó, trước tiên chúng ta phải bắt đầu bằng cách quyết định một biến phân tách tập dữ liệu tốt nhất và gán biến đó cho nút gốc và lặp lại điều tương tự cho các nút khác.

Bước một, như chúng ta đã thảo luận trước đó, là chọn thuộc tính tốt nhất A. Bây giờ, làm sao bạn biết biến nào phân tách dữ liệu tốt nhất? Biến có lợi ích thông tin cao nhất phân tách dữ liệu hiệu quả nhất thành các lớp đầu ra mong muốn.
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Trước tiên, chúng ta sẽ tính toán hai phép đo. Chúng ta sẽ tính toán entropy và lợi ích thông tin. Đây là nơi tôi sẽ cho bạn biết chính xác entropy là gì và lợi ích thông tin là gì.
Entropy về cơ bản được sử dụng để đo lường độ không tinh khiết hoặc độ bất định hiện diện trong dữ liệu. Nó được sử dụng để quyết định cách một cây quyết định có thể tách dữ liệu. Mặt khác, lợi ích thông tin là phép đo quan trọng nhất được sử dụng để xây dựng một cây quyết định. Nó cho biết một biến cụ thể cung cấp cho chúng ta bao nhiêu thông tin về kết quả cuối cùng. Lợi ích thông tin rất quan trọng, bởi vì nó được sử dụng để chọn một biến phân tách dữ liệu tốt nhất ở mỗi nút cho một cây quyết định.

Biến có lợi ích thông tin cao nhất sẽ được sử dụng để phân tách dữ liệu ở nút gốc. Bây giờ, trong tập dữ liệu của chúng ta, có bốn quan sát.

Vì vậy, chúng ta sẽ bắt đầu bằng cách tính toán entropy và lợi ích thông tin cho mỗi biến dự đoán. Vì vậy, chúng ta sẽ bắt đầu bằng cách tính toán lợi ích thông tin và entropy cho biến loại đường.
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Trong tập dữ liệu của chúng ta, bạn có thể thấy rằng có bốn quan sát. Có bốn quan sát trong cột loại đường, tương ứng với bốn nhãn trong cột tốc độ. Vì vậy, chúng ta sẽ bắt đầu bằng cách tính toán lợi ích thông tin của nút cha. Nút cha không gì khác hơn là nút tốc độ của xe. Đây là biến đầu ra của chúng ta, đúng không? Nó sẽ được sử dụng để hiển thị xem tốc độ của xe là chậm hay nhanh.

Để tìm ra lợi ích thông tin của biến tốc độ xe, chúng ta sẽ đi qua một vài bước. Bây giờ chúng ta biết rằng có bốn quan sát trong nút cha này. Đầu tiên, chúng ta có chậm. Sau đó, chúng ta lại có chậm, nhanh và nhanh. Trong bốn quan sát này, chúng ta có hai lớp. Hai quan sát thuộc lớp chậm và hai quan sát thuộc lớp nhanh.
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Đó là cách bạn tính toán P chậm và P nhanh. P chậm không gì khác hơn là phân số của kết quả chậm trong nút cha, và P nhanh là phân số của kết quả nhanh trong nút cha. Công thức để tính P chậm là số kết quả chậm trong nút cha chia cho tổng số kết quả. Vì vậy, số kết quả chậm trong nút cha là hai, và tổng số kết quả là bốn. Chúng ta có tổng cộng bốn quan sát. Đó là cách chúng ta nhận được P chậm là 0,5.

Tương tự, đối với P nhanh, bạn sẽ tính toán số kết quả nhanh chia cho tổng số kết quả. Vì vậy, lại là hai chia cho bốn, bạn sẽ nhận được 0,5.

Tiếp theo, bạn sẽ tính toán entropy của nút này. Để tính toán entropy, đây là công thức. Tất cả những gì bạn phải làm là bạn phải thay thế các giá trị vào công thức này. Vì vậy, P chậm chúng ta thay thế bằng 0,5. Tương tự, P nhanh là 0,5.

Bây giờ, khi bạn thay thế giá trị, bạn sẽ nhận được kết quả là 1. Vì vậy, entropy của nút cha của bạn là 1.

Sau khi tính toán entropy của nút cha, chúng ta sẽ tính toán lợi ích thông tin của nút con.
Hãy nhớ rằng, nếu lợi ích thông tin của biến loại đường lớn hơn lợi ích thông tin của tất cả các biến dự đoán khác, thì chỉ khi đó nút gốc mới có thể được tách bằng cách sử dụng biến loại đường.

Để tính toán lợi ích thông tin của biến loại đường, trước tiên chúng ta cần tách nút gốc bằng cách sử dụng biến loại đường. Chúng ta chỉ làm điều này để kiểm tra xem biến loại đường có cung cấp cho chúng ta thông tin tối đa về dữ liệu hay không.

Nếu bạn để ý, loại đường có hai kết quả, nó có hai giá trị, dốc hoặc bằng phẳng. Bây giờ hãy quay lại tập dữ liệu của chúng ta.

Ở đây, bạn có thể nhận thấy rằng bất cứ khi nào loại đường là dốc, trước tiên chúng ta sẽ kiểm tra giá trị tốc độ mà chúng ta nhận được khi loại đường là dốc. Quan sát đầu tiên. Bạn thấy rằng bất cứ khi nào loại đường là dốc, bạn sẽ nhận được tốc độ là chậm. Tương tự, trong quan sát thứ hai, khi loại đường là dốc, bạn sẽ nhận được giá trị là chậm một lần nữa. Nếu loại đường là bằng phẳng, bạn sẽ nhận được quan sát là nhanh. Và một lần nữa, nếu nó là dốc, có một giá trị là nhanh.[image: ]

Vì vậy, đối với ba giá trị dốc, chúng ta có chậm, chậm và nhanh. Và khi loại đường là bằng phẳng, chúng ta sẽ nhận được kết quả là nhanh. Đó chính xác là những gì tôi đã làm trong cây quyết định này. Vì vậy, bất cứ khi nào loại đường là dốc, bạn sẽ nhận được chậm, chậm hoặc nhanh. Và bất cứ khi nào loại đường là bằng phẳng, bạn sẽ nhận được nhanh.
Bây giờ, entropy của bên phải là 0. Entropy không gì khác hơn là độ bất định. Không có bất định nào ở đây. Bởi vì ngay khi bạn thấy rằng loại đường là bằng phẳng, kết quả của bạn là nhanh. Vì vậy, không có bất định nào.
Nhưng khi loại đường là dốc, bạn có thể có bất kỳ kết quả nào sau đây, hoặc tốc độ của bạn sẽ là chậm hoặc nó có thể là nhanh. Vì vậy, bạn sẽ bắt đầu bằng cách tính toán entropy của cả hai bên phải và bên trái của cây quyết định.

Entropy cho nút con bên phải sẽ là 0, bởi vì không có bất định nào ở đây. Ngay lập tức, nếu bạn thấy rằng loại đường là bằng phẳng, tốc độ của xe bạn sẽ là nhanh. Vì vậy, không có bất định nào ở đây, và do đó entropy của bạn trở thành 0.

Bây giờ, entropy cho bên trái, chúng ta lại phải tính toán phân số của P chậm và phân số của P nhanh. Trong ba quan sát, trong hai quan sát chúng ta có chậm. Đó là lý do tại sao chúng ta có hai chia cho ba ở đây. Tương tự, đối với P nhanh, chúng ta có một P nhanh chia cho tổng số quan sát là ba.

Vì vậy, trong ba quan sát này, chúng ta có hai chậm và một nhanh. Khi bạn tính toán P chậm và P nhanh, bạn sẽ nhận được hai giá trị này. Và sau đó, khi bạn thay thế entropy vào công thức này, bạn sẽ nhận được entropy là 0,9 cho biến loại đường. Tôi hy vọng tất cả các bạn đã hiểu điều này.

Tôi sẽ lặp lại một lần nữa. Về cơ bản, ở đây chúng ta đang tính toán lợi ích thông tin và entropy cho biến loại đường. Bất cứ khi nào bạn xem xét biến loại đường, có hai giá trị, dốc và bằng phẳng. Và bất cứ khi nào giá trị cho loại đường là dốc, bạn sẽ nhận được một trong ba kết quả này, hoặc bạn sẽ nhận được chậm, chậm, hoặc nhanh. Và khi loại đường là bằng phẳng, kết quả của bạn sẽ là nhanh.

Bây giờ, bởi vì không có bất định nào bất cứ khi nào loại đường là bằng phẳng, bạn sẽ luôn nhận được kết quả là nhanh. Điều này có nghĩa là entropy ở đây là 0, hoặc giá trị bất định ở đây là 0.

Nhưng ở đây, có rất nhiều bất định. Vì vậy, bất cứ khi nào loại đường của bạn là dốc, kết quả của bạn có thể là chậm hoặc nhanh. 
Vì vậy, cuối cùng, bạn nhận được Python là 0,9.
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Để tính toán lợi ích thông tin của biến loại đường, bạn cần tính toán trung bình có trọng số. Tôi sẽ cho bạn biết tại sao. Để tính toán lợi ích thông tin, bạn cần biết entropy của nút cha, mà chúng ta đã tính toán là 1, trừ đi trung bình có trọng số nhân với entropy của các nút con.

Để áp dụng công thức này, bạn cần tính toán tất cả các giá trị này. Trước tiên, bạn cần tính toán entropy của trung bình có trọng số. Bây giờ, tổng số kết quả trong nút cha mà chúng ta đã thấy là bốn. Tổng số kết quả trong nút con bên trái là ba. Và tổng số kết quả trong nút con bên phải là một.


Đúng không? Để xác minh điều này với bạn, tổng số kết quả trong nút cha là bốn. Một, hai, ba và bốn. Đến nút con, đó là loại đường, tổng số kết quả ở bên phải của nút con là một. Và tổng số kết quả ở bên trái của nút con là ba. Chính xác là những gì tôi đã viết ở đây.

Tôi hy vọng tất cả các bạn đã hiểu ba giá trị này. Sau đó, tất cả những gì bạn phải làm là bạn phải thay thế các giá trị này vào công thức này.

Khi bạn làm điều đó, bạn sẽ nhận được entropy của các nút con với trung bình có trọng số là khoảng 0,675. Bây giờ, chỉ cần thay thế giá trị vào công thức này.
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Nếu bạn tính toán lợi ích thông tin của biến loại đường, bạn sẽ nhận được giá trị là 0,325. Bây giờ, bằng cách sử dụng cùng một phương pháp, bạn sẽ tính toán lợi ích thông tin cho mỗi biến dự đoán, cho loại đường, cho chướng ngại vật, và cho giới hạn tốc độ.

Bây giờ, khi bạn làm theo cùng một phương pháp và tính toán lợi ích thông tin, bạn sẽ nhận được các giá trị này
.
Giá trị 0,325 cho loại đường cho biết chúng ta nhận được rất ít lợi ích thông tin từ biến loại đường này. Và đối với chướng ngại vật, chúng ta thực sự có lợi ích thông tin là 0. Tương tự, lợi ích thông tin thu được cho giới hạn tốc độ là 1. Đây là giá trị cao nhất chúng ta nhận được cho lợi ích thông tin.

Điều này có nghĩa là chúng ta phải sử dụng biến giới hạn tốc độ ở nút gốc của chúng ta để phân tách tập dữ liệu.

Đừng nhầm lẫn, bất kỳ biến nào cho bạn lợi ích thông tin tối đa thì biến đó phải được chọn ở nút gốc. Đó là lý do tại sao chúng ta có nút gốc là giới hạn tốc độ.

Vì vậy, nếu bạn đã duy trì giới hạn tốc độ, thì bạn sẽ đi chậm. Nhưng nếu bạn không duy trì giới hạn tốc độ, thì tốc độ của xe bạn sẽ là nhanh. Entropy của bạn thực sự là 0, và thông tin của bạn là 1, nghĩa là bạn có thể sử dụng biến này ở nút gốc của bạn để phân tách tập dữ liệu, bởi vì giới hạn tốc độ cho bạn lợi ích thông tin tối đa.
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Tôi hy vọng trường hợp sử dụng này rõ ràng với tất cả các bạn. Để tổng kết mọi thứ, tôi sẽ lặp lại toàn bộ một lần nữa cho tất cả các bạn.

Về cơ bản, ở đây bạn được đưa ra một bài toán để tạo một cây quyết định phân loại tốc độ của xe là chậm hoặc nhanh.

Vì vậy, bạn được đưa ra ba biến dự đoán và đây là biến đầu ra của bạn. Lợi ích thông tin và entropy về cơ bản là hai phép đo được sử dụng để quyết định biến nào sẽ được gán cho nút gốc của một cây quyết định.

Vì vậy, ngay khi bạn nhìn vào tập dữ liệu, nếu bạn so sánh hai cột này, đó là giới hạn tốc độ và tốc độ, bạn sẽ dễ dàng nhận được kết quả. Nghĩa là, nếu bạn đang duy trì giới hạn tốc độ, bạn sẽ đi chậm. Nhưng nếu bạn không duy trì giới hạn tốc độ, bạn sẽ đi nhanh. Vì vậy, ở đây chúng ta có thể hiểu rằng giới hạn tốc độ không có bất định nào.

Bất cứ khi nào bạn đã duy trì giới hạn tốc độ của mình, bạn sẽ đi chậm, và bất cứ khi nào bạn ở bên ngoài hoặc vượt quá giới hạn tốc độ, bạn sẽ đi nhanh. Nó đơn giản như vậy.
Vậy, bạn bắt đầu như thế nào? Bạn bắt đầu bằng cách tính toán entropy của nút cha. Bạn đã tính toán entropy của nút cha, kết quả là 1.

Sau đó, bạn đã tính toán lợi ích thông tin của mỗi nút con. Để tính toán lợi ích thông tin của nút con, bạn bắt đầu bằng cách tính toán entropy của bên phải và bên trái của cây quyết định. Sau đó, bạn tính toán entropy cùng với trung bình có trọng số. Bạn thay thế các giá trị này vào công thức lợi ích thông tin, và bạn nhận được lợi ích thông tin cho mỗi biến dự đoán.

Sau khi bạn nhận được lợi ích thông tin của mỗi biến dự đoán, bạn kiểm tra biến nào cho bạn lợi ích thông tin tối đa, và bạn gán biến đó cho nút gốc của bạn. Nó đơn giản như vậy.
Đó là tất cả về cây quyết định. Bây giờ, hãy xem thuật toán phân loại tiếp theo của chúng ta, đó là rừng ngẫu nhiên."
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INFORMATION GAIN & ENTROPY

Problem Statement: To study the data set create a Decision Tree that classifies the
speed of a car as either slow or fast,

Road type Obstruction Speed limit Speed
steep yé*s » yes slow
steep no v yes slow

flat yes . no . fast
steep A no 4 no . fast
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INFORMATION GAIN & ENTROPY

Step 1: Select Best Attribute (A)

Q. How do you know which variable best separates the data?

Ans: The variable with the highest Information Gain best divides the data into the
desired output classes.

Calculate the following measures:

1. Entropy
2. Information Gain (IG)
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Entropy

Entropy measures the impurity or uncertainty present in the data.

Information Gain (IG)

IG indicates how much “information” a particular feature/ variable gives us
about the final outcome.
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Calculating IG of parent node (Speed of car)

Find out the fraction of the two classes (slow & fast) present
in the parent node:

* P(slow) -> fraction of ‘slow’ outcomes in the parent node

« P(fast) -> fraction of ‘fast’ outcomes in the parent node

The formula to calculate P(slow) is:

p(slow) = no. of ‘slow’ outcomes in the parent node / total
number of outcomes

Road type
steep
steep

flat
steep

Obstruction
yes
no
yes
no

Speed limit
yes
yes
no

no

Speed
slow
slow
fast
fast
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Calculating IG of parent node (Speed of car)

Similarly for p(fast),

p(fast) = no. of ‘fast’ outcomes in the parent node / total Road type Obstruction Speed limit Speed

number of outcomes steep yes yes slow
2 steep no yes slow

Pfast = — = 05 flat yes no fast
4 steep no no fast

Therefore, the entropy of the parent node is:
Entropyparent = —Zpsiowlogz Dsiow) + pfasllogz(pfasl)

Entropy(parent) = - {0.5 log2(0.5) + 0.5 log2(0.5)} = - {-0.5 + (-0.5)} = 1
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Calculating IG of child node (Road Type)

Entropy of right side child node (fast):

edureka!
Entropy of left side child node (slow, slow, fast):
Road type
P(slow) = 2/3 = 0.667
P(fast) = 1/3 = 0.334 steep flat
Therefore, the entropy is:
slow, slow, fast fast
Entropy(left child node) = - {0.667 l0g2(0.667) + 0.334 log2(0.334)}

=—{-038 + (-0.52)} = 0.9
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Calculating IG of child node (Road Type)

calculate the Entropy(children) with weighted average:
+ Total number of outcomes in parent node: 4

+ Total number of outcomes in left child node: 3
+ Total number of outcomes in right child node: 1

[Weighted avg]Entropy(children) = (no. of outcomes in left child node) / (total no. of outcomes in parent node) * (entropy
of left node) + (no. dsoutcomes in right child node)/ (total no. of outcomes in parent node) * (entropy of right node)

Entropy(children) with weighted avg. is = 0.675
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Calculating IG of child node (Road Type)

Information Gain = entropy(parent) - [weighted average] * entropy(children)

Therefore,
Information gain[g‘?oad type) = 1-0.675 = 0.325

So by using the above methodology, you must get the following values for each
predictor variable:

« Information gain(Road type) = 1-0.675 = 0.325
« Information gain(Obstruction) = 1-1=0
« Information gain(Speed limit) =1-0=1
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study the data set and create a Decision Tree that classifies the
speed of a car as either slow or fast,

Road type Obstruction Speed limit Speed
steep yes . yes, v slow
steep no yes slow

flat » yes . no ' fast
steep V no . no V fast
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DECISION TREE

A Decision Tree is a Supervised Machine Learning algorithm which looks like an inverted tree, wherein each
node represents a predictor variable (feature), the link between the nodes represents a Decision and each leaf
node represents an outcome (response variable).
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DECISION TREE
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DECISION TREE

Step 1: Select Best Attribute (A)

Step 2: Assign A as a decision variable for the root node.

Step 3: For each value of A, build a descendant of the node
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DECISION TREE

Step 1: Select Best Attribute (A)

Step 2: Assign A as a decision variable for the root node

Step 3: For each value of A, build a descendant of the node

Step 4: Assign classification labels to the leaf node

Step 5: If data is correctly classified: Stop.

Step 6: Else: Iterate over the tree

N

p

What is the best —

attribute?





